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Resumo
Foi elaborado um estudo termodinâmico e cinético com a finalidade de se determinar a influência dos fatores operacionais dos Altos Fornos sobre o teor de silício e enxofre no ferro gusa. Os principais fatores operacionais que exercem influência sobre o teor de silício no ferro gusa foram: pressão de sopro, temperatura do gusa, “coke rate” e a taxa de PCI. Alem desses fatores termodinâmicos o teor de silício é influenciado por fatores cinéticos como a taxa de produção e tamanho da zona de gotejamento. Para o teor de enxofre, os principais fatores operacionais foram: pressão de sopro, quantidade de enxofre carregado, temperatura do gusa, teor de CaO e MgO e a capacidade de sulfeto. O fator cinético que influencia no teor de enxofre é o tamanho da zona de gotejamento.
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1  INTRODUÇÃO          

Apesar de sua antiga origem, a produção de ferro-gusa em altos-fornos tem-se mantido competitiva em relação a processos alternativos de produção de ferro primário. Várias limitações inerentes ao processo foram suplantadas gradualmente através de modificações engenhosas como, por exemplo, a  aglomeração de óxidos de ferro, a injeção de redutores auxiliares nas ventaneiras e o uso de computadores para a análise do processo.
O uso de modelos matemáticos tem sido usado para determinar o efeito das mudanças operacionais sobre os fenômenos químicos e físicos que ocorrem no alto-forno. Esses modelos foram construídos a partir dos experimentos de dissecação dos altos-fornos, e contribuíram com um melhor conhecimento e estabilidade do processo de redução. 

Entretanto, o processo de redução em alto-forno é extremamente complexo e medições a partir de seu interior são escassos devido às suas condições hostis. Existem muitos exemplos de modelos matemáticos aplicados à indústria do aço em geral e para o alto forno, em particular. (1,2)
Uma alternativa possível e especialmente útil em sistemas complexos é empregar o chamado modelo paramétrico. Em tal abordagem o objetivo é obter uma função que, por meio da estimativa de alguns parâmetros selecionados será capaz de aproximar as relações entre as entradas do sistema e as saídas. Modelos baseados em Redes Neurais Artificiais (RNA) pertencem a este tipo de modelo. Elas têm sido usados ​​extensivamente nos últimos anos devido às suas múltiplas vantagens: são fáceis de programar, apresentam uma boa adaptação para sistemas não lineares, seus parâmetros podem ser calculados on-line, são robustas contra o ruído e são fáceis de reprogramar para se adaptar as alterações das condições do sistema. (3,4)
Diante da complexidade dos mecanismos envolvidos no processo de redução, as redes neurais foram usadas como ferramenta para predizer o teor de silício e enxofre. Além disso, através do modelamento será possível determinar a influência dos parâmetros operacionais de maneira quantitativa na  incorporação desses elementos.
1.1 silício

Há duas fontes de sílica no alto-forno, a ganga da carga metálica e a cinza do coque. A contribuição de cada fonte depende da composição da matéria-prima, bem como as condições operacionais, especialmente a quantidade de coque por tonelada de gusa, coke rate. (5)
O mecanismo de incorporação do silício é através da formação gás SiO e ocorre em duas etapas (6). A primeira envolve a formação do gás SiO pela redução da sílica pelo carbono, segundo a equação 2:
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A segunda etapa corresponde ao consumo do gás SiO pela sua incorporação, via carbono no gusa, segundo a equação 3:
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Um dos modelos usados para estimar o teor de silício no ferro gusa é o de Tamura et al. (1981), equação 6. Ela leva em consideração o comprimento da zona de gotejamento, a pressão parcial do gás SiO e taxa de produção de ferro gusa. (8) 
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Em que [%Si] é o teor de silício no ferro gusa, H* comprimento da zona coesiva (m), HMT temperatura do ferro gusa (°C), k e Kf constantes, pSiO pressão do gás SiO na zona de gotejamento (atm), W produção diária de ferro gusa (t/dia).
1.2 Enxofre

A maior parte do enxofre, cerca de 80%, entra no forno através do coque como CaS e FeS na cinzas do coque, bem como sob a forma de enxofre orgânico. Em qualquer alto-forno,  cerca de 80 a 90% da entrada de enxofre é adsorvido pela escória, 10 a 15% sai com o pó de alto-forno e gás de topo e 2 a 5% é dissolvido no ferro gusa. (5)
A dificuldade de calcular o teor de enxofre de equilíbrio entre o metal e a escória através das reações químicas é o fato de determinar as atividades do CaO, CaS. No entanto, para contornar essa dificuldade, vários autores determinaram a eficiência de uma escória em reter enxofre através do conceito de capacidade de sulfeto (Cs), equação 11. (9,10)
Um dos modelos de capacidade de sulfeto usado para determinar a capacidade de sulfeto é o de Taniguchi et al. (2009), que faz uso do conceito de Basicidade Ótica (Λ), equação 12. 
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Sendo Λ a basicidade ótica da escória, T a temperatura em Kelvin e (%MxOy) a porcentagem em massa dos óxidos na escória.
1.3 Redes Neurais Artificiais
As Redes Neurais Artificiais (RNAs) são uma maneira de desenvolver modelos matemáticos, com capacidade de processar informações, inspirados em uma estrutura física natural: o cérebro humano. Esta inspiração é baseada em fatores conhecidos sobre o seu funcionamento, ou seja, apresenta a capacidade de aprender, de tomar decisões, de se adaptar mesmo em presença de sinais ruidosos.
A capacidade de aprender através de exemplos e generalizar a informação aprendida são um dos principais atrativos para a sua utilização na construção de modelos. A generalização é uma demonstração de que a capacidade da RNA está além do que simplesmente mapear relação de entrada e saída. Esta ferramenta é capaz de extrair informações não apresentadas de forma explícita através de exemplos. Outra característica importante é a capacidade de auto-organização e de processamento temporal, que aliada a capacidade de generalização, torna a RNA uma ferramenta computacional poderosa e atrativa para solução de problemas complexos. (11)
2  Materiais e Métodos
O desenvolvimento do modelo matemático para predizer o teor de silício e enxofre será exposto nos seguintes subtítulos: 2.1 Escolha das variáveis e 2.2 Arquitetura das redes neurais.
2.1 Escolha das variáveis 
A escolha das variáveis de entrada de cada rede neural foi baseada em sua influência em cada mecanismo de incorporação para o silício e enxofre de acordo com a literatura. As Tabela 1 apresentam as médias e os desvios das variáveis  de entrada usadas em cada rede neural.

Tabela 1. Variáveis específicas de cada rede neural.

	RNA
	Variáveis
	Média
	Desvio

	Variáveis comuns
	Pressão de Sopro (Kg/cm2)
	3,980
	0,255

	
	Temperatura do Gusa (°C)
	1505,79
	9,443

	
	HC (m)
	1,408
	0,5721

	RNA-Si
	Produção (t gusa/min)
	7,288
	0,530

	
	Coke Rate (kg/ t gusa)
	331,104
	15,150

	
	PCI (kg/ t gusa)
	142,728
	8,353

	RNA-S
	S-total (kg/ t gusa)
	2,971
	0,380

	
	CaO (%)
	42,735
	0,811

	
	MnO (%)
	0,949
	0,147

	
	Cs (-)
	9,48.105
	1,95.105


2.2 Arquitetura das Redes Neurais 

As redes utilizadas foram do tipo Perceptron de Multicamadas. O modelo é composto por duas redes neurais, a Tabela 2 apresenta a configuração das redes neurais. Para a construção das redes neurais foi utilizado o software Statistica 8.0. A configuração da primeira rede neural (RNA-Si) possui 6 variáveis de entrada, uma camada escondida com 6 neurônios e um neurônio na camada de saída que prediz o teor de silício no ferro gusa. Para a segunda rede (RNA-S), foram utilizados 7 neurônios na camada de entrada, 6 neurônios na camada escondida e um na camada de saída que prediz o teor de enxofre no ferro gusa.
Tabela 2. Configuração das redes neurais.

	
	RNA-Si
	RNA-S

	Função / Variável de saída
	Teor de silício.
	Teor de enxofre.

	Tipo de rede
	Perceptron Multicamadas

	Algoritmo de Treinamento
	BFGS

	Variáveis de entrada
	6
	7

	Camada escondida
	6
	6


Para a RNA-Si, a função de transferência usada na camada escondida e na camada de saída foi a exponencial. Na RNA-S, a função de transferência usada na camada escondida foi a tangente hiperbólica e na camada de saída foi  a seno.
A estratégia usada para validar as redes foi a divisão do banco de dados em três grupos: 70% para o treinamento da rede e 30% para o teste. Foi utilizado dado de produção diária, um conjunto de 37 variáveis em 360 dias de produção. 

3  Resultados e discussão
Através da escolha das variáveis de entrada e da coleta dos dados foi possível realizar simulações com o modelo matemático desenvolvido. Dentre os dados dos 360 dias de operação 30% foram usados para testar o modelo. 

Os valores da função erro de soma de quadrados (ESOS) e a correlação para a RNA-Si e a RNA-S, durante o treinamento e a simulação estão representados na Tabela 3.
Tabela 3. Desempenho durante a  fase de treinamento e teste de cada rede.
	RNA
	Desempenho
	Treinamento
	Teste

	RNA-Si
	Correlação (R2)
	0,912
	0,901

	
	Erro (ESOS)
	0,001839
	0,002071

	RNA-S
	Correlação (R2)
	0,9154
	0,910

	
	Erro (ESOS)
	0,000580
	0,0011


 A Figura 1. apresenta de forma gráfica essa correlação. Isso demonstra que o modelo exibe uma ótima concordância em simular o fenômeno da incorporação de silício e enxofre, já que o modelo matemático em diferentes períodos de operação apresentou uma boa concordância com os dados reais do Alto-Forno 1 da ArcelorMittal Tubarão.
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Figura 1.  Correlação do teor de silício (a) e enxofre (b) real (Target), com o estimado (Output) durante a fase de teste da RNA-Si.

A Figura 2.  mostra uma medida do erro durante a fase de teste para cada Rede Neural. Esse erro é calculado pela diferença entre o valor real e o determinado pelas Redes Neurais. O histograma apresenta a porcentagem das observações em cada categoria. Analisando a Figura 2. , tem-se que, apesar da boa correlação de cada rede, a RNA-S possui melhor ajuste, pois ela possui uma maior fração das observações próximas ao valor mínimo.
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Figura 2.  Diferença entre o valor real e o estimado pela RNA-Si (a) e RNA-S (b).
4  CONCLUSÃO

O modelo matemático desenvolvido mostrou uma excelente concordância com os dados reais do processo de redução em altos-fornos, pois as redes neurais foram capazes de prever com precisão os teores de silício e enxofre no ferro gusa. A escolha das variáveis foi significativa para determinar o teor de silício e enxofre, pois apresentaram uma boa correlação entre o teor real e o calculado.
Os principais fatores operacionais que exercem influência sobre o teor de silício no ferro gusa foram: pressão de sopro, temperatura do gusa, “coke rate” e taxa de PCI. Além desses fatores termodinâmicos, o teor de silício é influenciado por fatores cinéticos como a taxa de produção e tamanho da zona de gotejamento. 
A variação do teor de enxofre é influenciada pela pressão de sopro, quantidade de enxofre carregado, temperatura do gusa, composição da escória em CaO e MnO e sua capacidade termodinâmica e pressão de sopro. O fator cinético que influencia no teor de enxofre é o tamanho da zona de gotejamento.
Agradecimentos    

Ao Instituto Federal de Educação, Ciência e Tecnologia do Espírito Santo – IFES, pelo apoio na execução deste trabalho.

REFERÊNCIAS

1. JIN, H. et al. Dripping Liquid Metal Flow in the Lower Part of a Blast Furnace. ISIJ International, v. 50, p. 1023-1031, Julho 2010.
2. SUN, H. et al. Modelling Coke Reactions in Lower Zones of a Blast Furnace. Cooperative Research Center for Coal in Sustainable Development. Pullenvale, p. 24. 2008.
3. KANEKO, N. et al. Application of Improved Local Models of Large Scale Database-based Online Modeling to Prediction of Molten Iron Temperature of Blast Furnace. ISIJ International, v. 50, p. 939-945, Julho 2010.
4. SAXÉN, H.; PETTERSSON, F. Nonlinear Prediction of the Hot Metal Silicon Content in the Blast Furnace. ISIJ International, v. 47, p. 1732-1737, Dezembro 2007.
5. GHOSH, A.; CHATTERJEE, A. Ironmaking and Steelmaking: Theory and Practice. New Delhi: PHI Learning Private Limited, 2010.
6. MATSUI, Y.; MORI, S.; NOMA, F. Kinetics of Silicon Transfer from Pulverized Coal Injected into Blast Furnace under Intensive Coal Injection. ISIJ International, v. 43, p. 997-1002, Janeiro 2003.
7. TAMURA, K.; ONO, K.; NISHIDA, N. Effects of Operating Factors of Blast Furnaces on the Contents of Silicon and Sulphur in Pig Iron. Tetsu-to-Hagané, v. 67, p. 2635-2644, 1981. ISSN 1883-2954.
8. NIWA, Y. et al. Blast Furnace Operation for Low Silicon Content at Fukuyama N° 5 Blast Furnace. ISIJ International, Fukuyama, v. 31, p. 487-493, Maio 1991.
9. TANIGUCHI, Y.; SANO, N.; SEETHARAMAN, S. Sulphide Capacities of CaO–Al2O3–SiO2–MgO–MnO Slags in the Temperature Range 1673–1773K. ISIJ International, v. 49, p. 156–163, 2009.
10. SHI, C.-B. et al. A Sulphide Capacity Prediction Model of CaO–SiO2–MgO–Al2O3 Ironmaking Slags Based on the Ion and Molecule Coexistence Theory. ISIJ International, v. 50, p. 1362-1372, Abril 2010.
11. BRAGA, A. D. P.; CARVALHO, A. P. L. F.; LUDERMIR, T. B. Redes Neurais Artificiais: Teoria e Aplicações. 2°. ed. [S.l.]: LTC, 2007.
Thermodynamic and kinetic analysis of the influence of the operational factors of the blast furnace on the silicon and sulfur content in pig iron
Abstract
A study thermodynamic and kinetic in order to determine the influence of the blast furnaces operational factors on the silicon and sulfur content in pig iron. The main operational factors influencing the silicon content in pig iron were blowing pressure, pig iron temperature, coke rate and PCI rate. Besides these thermodynamic factors, the silicon content is influenced by kinetic factors such as production rate and size of the dripping zone. For sulfur, the main operating factors were blowing pressure, amount of sulfur loaded, pig iron temperature, CaO and MgO and Sulphide Capacity. The kinetic factor that influences the sulfur content is the size of the dripping zone.
Key-words: Silicon, Sulfur, Blast Furnace, Neural network, CBECIMAT.
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